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采用格拉姆角场-卷积神经网络-时序卷积网络
混合模型的锂离子电池健康状态估计
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摘要:针对现有电池健康状态(SOH)估计存在估计精度低、时序特征捕捉不足的问题,提出了一种格

拉姆角场-卷积神经网络-时序卷积网络(GAF-CNN-TCN)混合模型。利用GAF算法将不同长度的容

量增量(IC)曲线转换成图像数据,并采用卷积神经网络从中提取特征;提出一种特征融合网络,将二

维卷积神经网络从图像中提取的图片特征与一维卷积神经网络从IC序列中提取的时序特征进行融

合;将提取的综合特征输入时序卷积网络模型中进行训练,实现了SOH的准确估计。利用美国国家

航空航天局和牛津大学的锂离子电池数据集进行模型验证,结果表明:相较于长短期记忆(LSTM)
模型,GAF-CNN-TCN混合模型输出的SOH与真实SOH之间的平均绝对误差(MAE)、平均绝对

百分比误差(MAPE)和均方根误差(RMSE)分别降低了85.65%、86.12%、84.0%;相较于CNN-
LSTM模型,所提模型的 MAE、MAPE和RMSE分别降低了83.24%、83.75%、82.27%;相较于

TCN模型,所提模型的 MAE、MAPE和RMSE分别降低了76.92%、77.19%、76.01%。
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Abstract:Toaddresstheissuesoflowestimationaccuracyandinsufficientcaptureoftimeseries
featuresintheexistingbatterystateofhealth (SOH)estimation,aGramiananglefield-
convolutionalneuralnetwork-temporalconvolutionnetwork(GAF-CNN-TCN)hybridmodelis
proposed.Themodelconvertsincrementalcapacity(IC)curvesofvaryinglengthsintoimage
datausingtheGAFalgorithmandextractsfeaturesfromthemthroughaconvolutionalneural
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network.Additionally,afeaturefusionnetworkisintroducedtointegratetheimagefeatures
extractedfromtheimagebyatwo-dimensionalconvolutionalneuralnetworkwiththetemporal
featuresextractedfromtheICsequencebyaone-dimensionalconvolutionalneuralnetwork.The
integratedfeaturesarefedintothetemporalconvolutionalnetworkmodelfortraining,leadingto
preciseSOHestimation.Validationofthemodelisconductedusinglithium-ionbatterydatasets
fromNASAandUniversityofOxford.Theresultsshowthatincomparisontothelongshort-
termmemory(LSTM)model,theGAF-CNN-TCNhybridmodelreducesthemeanabsoluteerror
(MAE),meanabsolutepercentageerror(MAPE),androotmeansquareerror(RMSE)between
theestimatedSOHandthetrueSOHby85.65%,86.12%,and84.0%,respectively.Similarly,

comparedtotheCNN-LSTM model,thereductionsinMAE,MAPE,andRMSEare83.24%,

83.75%,and82.27%,respectively.Furthermore,comparedtotheTCNmodel,thereductions
inMAE,MAPE,andRMSEare76.92%,77.19%,and76.01%,respectively.
Keywords:lithium-ionbatteries;batterystateofhealth;Gramiananglefield;convolutional

neuralnetwork;temporalconvolutionnetwork

  锂离子电池因其循环寿命长、能量密度高和可

靠性好等优点在电动汽车、微电网和储能系统等领

域发挥着重要作用[1-3]。作为复杂的电化学系统,锂
离子电池在连续工作过程中电化学性能会发生衰

退[4-6]。电池性能的持续衰退导致可用容量减少,影
响其使用寿命,甚至会造成安全隐患[7-9]。为了提高

锂离子电池的性能,需要采用电池管理系统(BMS)
对其进行全面监控和保护。健康状态(SOH)估计

是BMS的重要组成部分,对保证电池的安全稳定

运行具有重要意义[10-12]。

SOH估计方法可以分为基于模型的方法和基

于数据驱动的方法[4,11]。基于模型的方法是将电池

模型与卡尔曼滤波器、粒子滤波器等技术相结合,估
算模型中某些会随着电池老化而变化的参数来表征

电池的SOH。描述电池特性的模型包括电化学模

型和等效电路模型。Xiong等提出了一种在线估计

电池剩余容量的方法,采用电化学阻抗谱对电池的

老化程度进行测定,引入基于分数阶阻抗模型的在

线参数识别方法进行电池老化分析,最后提取固体

电解质界面电阻来预测电池剩余容量[13]。Zhu等

基于二阶RC等效电路模型,提出了一种融合无迹

卡尔曼滤波器和改进的无迹粒子滤波算法的SOH
估计模型,该方法具有较高的精度和较快的运算速

度[14]。由于等效电路模型精度有限且适应性差,无
法描述电池内部反应机理,SOH估计需要建立电池

老化模型以更好地描述电池的老化现象。基于模型

的方法依赖于电池老化模型的准确性,然而锂离子

电池的老化机制十分复杂,建立准确的估计模型始

终具有挑战性。

相比之下,数据驱动的方法不依赖精确的电池

模型,其通过特定的学习算法来提取历史数据点中

的老化信息。长短期记忆(LSTM)神经网络作为典

型的深度学习算法,由于其在时间序列预测中的出

色表现,在SOH估计中得到了越来越多的关注[15]。

Choi等提出了一种用于SOH估计的LSTM 模型,
采用电压、电流和温度作为电池健康状态指标[16]。
然而,单独的LSTM 忽略了后向信息的影响,随着

时间序列长度的增加,其预测精度往往会降低。

Cheng等利用电流和电压作为健康特征,将经验模

态分解与反向长短期记忆神经网络相结合用于

SOH估计,此方法有效地解决了单一LSTM 模型

预测 精 度 下 降 的 问 题[17]。时 序 卷 积 网 络 模 型

(TCN)作为卷积神经网络(CNN)模型的变体,被广

泛用于处理自然语音和音频合成等许多时序问题。
四川大学刘少卿等将TCN网络与门控循环单元相

结合,实现了SOH的准确估计,研究结果表明该方

法的绝对平均误差为0.017[18]。吴晓丹等将变分模

态分解与TCN相结合并引入注意力机制,提高了

模型的准确性[19]。
综上所述,现有的方法大多从一维时序中提取

与电池老化相关的特征来实现SOH 估计,所提取

的特征无法完全反映电池的老化特性。由于锂离子

电池的退化是一个复杂过程,需要从不同角度提取

和分析各种特征,大多数SOH 估计方法仅针对某

一特定的特征,不能全面表征锂离子电池的健康状

态。为了解决以上问题,本文提出了一种新的混合

模型来提高SOH预测的准确性和稳定性。主要创

新点如下:①为了能利用多维度特征信息反映电池
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的健康状态,通过格拉姆角场(GAF)算法,将容量

增量(IC)序列转换为图片,可以更好地捕捉IC序列

数据的局部和全局特征,从而反映出电池更多老化

细节;②提出一种特征融合网络,利用二维卷积神经

网络(2DCNN)从图片中提取特征,利用一维卷积神

经网络(1DCNN)从IC序列中提取特征,将两种不

同维度的健康特征进行融合;③采用TCN网络挖

掘和学习融合特征,以提高SOH预测的准确性。

1 实验方法与数据处理

1.1 实验方法

本文选用美国国家航空航天局(NASA)编号为

B0005、B0006的锂离子电池循环寿命数据集[20]与

牛津大学编号为Cell1、Cell3、Cell7和Cell8的锂

离子电池循环寿命数据集[21]对所提混合模型进行

验证。NASA两块18650电池的工作温度为24℃,
充电截止电压为4.2V,额定容量为2A·h,采用恒

流恒压充电模式和恒流放电模式对电池进行老化实

验。牛津大学4块Kokam锂离子电池的额定容量

为740mA·h,环境温度为40℃,采用恒流恒压充

电模式和 ARTEMIS城市行驶循环放电模式,每

100次循环后进行表征测试,表征测量为以1C恒流

充放电,其中C表示电池的充放电倍率,数据采样

频率为1Hz。NASA数据集是锂离子电池健康状

态估计领域使用最广泛的数据集之一,许多研究者

使用该数据集验证他们的模型和算法,能够使不同

方法之间的比较更加客观公平;牛津大学的数据集

相对较新,其老化试验的放电工况更接近于实车动

态运行工况,能更好地验证模型在动态工况下的性

能。通过验证本文建立的模型在两种数据集上的性

能,能够评估模型对不同电池和不同循环工况的适

用性和稳定性。
每循环电池的实际SOH(用符号βSOH表示)计

算方法如下

βSOH(i)=
C(i)
Cr

(1)

其中:βSOC(i)和C(i)分别表示第i次循环电池的

SOH和容量;Cr表示电池的初始容量。
通过计算得到NASA两块电池的SOH曲线如

图1(a)所示。可以看到,随着循环次数的增加,

SOH并没有呈现出单调下降的趋势,而是出现了容

量再生现象,这对电池的SOH 预测带来了挑战。
图1(b)所示为牛津大学4块电池的SOH曲线,可
以看出,4块电池的SOH曲线也存在小幅波动。

(a)NASA

(b)牛津大学

图1 实验电池的真实健康状态

Fig.1ActualSOHoftheexperimentalbattery

1.2 数据处理方法

1.2.1 容量增量分析法

传统的电池估计方法利用历史容量数据对模型

进行训练,难以克服容量再生对预测精度的影响。
为了解决以上问题,本文从IC曲线中提取老化特征

进而对预测模型进行训练,以实现准确的SOH 估

计。容量增量表示充电过程中容量随电压的变化

率,其计算方法如下

dQ
dV =Idt

dV
(2)

ΔQ
ΔV =

QVj|Vj+1

Vj+1-Vj
=I(tj+1-tj)

Vj+1-Vj
(3)

式中:Q 为电池的容量;V、I分别表示电压与电流;

t、j表示时间与时刻。式(3)是计算IC的离散表

达式。
通过分析不同循环的IC曲线,可以揭示电池的

老化机理,提取与电池性能衰退有关的特征。电池

的老化模式可以分为活性材料损失、电导率损失和

锂库存损失[22]。锂离子电池内部的活性材料会随

着老化而逐渐减少,表现为在近似恒定电压下IC曲

线峰高或峰面积的降低;电导率损失、集流体腐蚀、
黏合剂分解等现象,表现为IC曲线向更高的电压区

间移动;锂库存损失、固态电解质界面膜的生长和分
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解、电解质分解等现象,在IC曲线上表现为IC峰高

的降低。

1.2.2 滤波算法

Cell1电池的IC曲线如图2(a)所示,原始IC
曲线中包含大量噪声,无法从中提取有效特征,需要

利用滤波器平滑IC曲线。综合考虑各种滤波器的

特点以及适用范围,本文选择Savitzky-Golay(SG)
滤波器对原始IC曲线进行处理,该滤波器广泛用于

数据平滑和去噪[23],其核心思想是对窗口内的数据

进行加权滤波,通过给定的高阶多项式,结合最小二

乘拟合计算得到其权重。SG 滤波器的基本原理

如下

N =2n+1 (4)

X = [x-n,x-n+1,…,xn-1,xn] (5)

yi =b0+b1xi+b2x2i +…+bw-1xw-1
i (6)

式中:N为窗口的长度;n为窗口内拟合点yi左右两

侧的数据点数;X表示数据点矩阵,xi 为窗口内的数

据点;w 为多项式阶数。多个窗口中的多项式可以

用矩阵形式表示如下

Y(2n+1)×1 =X(2n+1)×wAw×1+E(2n+1)×1 (7)
式中:Y 表示拟合点矩阵;A 表示待定系数矩阵;E
表示拟合点与数据点之间的误差。

将SG滤波器窗口长度设置为39,多项式拟合

阶数设置为4,经过SG滤波器处理后的IC曲线如

图2(b)所示。与原始的IC曲线相比,经过滤波处

理后的IC曲线更光滑、噪声更少。分析不同循环对

应的IC曲线,可以发现随着循环次数的增加,IC曲

线逐渐向高电压区间移动,并且IC峰值逐渐降低。
虽然IC曲线能较好地反映电池老化规律,但是如

果从全部IC曲线中提取健康特征,可能会提取到

一些干扰信息,从而增加预测模型计算的复杂度。
因此,本文选择从部分IC曲线中提取特征,将IC
峰值作为中点,提取不同长度的IC曲线作为模型

的输入。

(a)原始IC曲线

(b)滤波后的IC曲线

图2 Cell1电池的IC曲线

Fig.2ICcurvesofCell1battery

2 锂离子电池健康状态估计方法

目前的SOH估计方法基本都是从电池的直接

测量参数,例如电压、电流等提取健康特征,难以全

面反映电池的老化规律。与已有的SOH估计方法

相比,本文所提出的方法具有以下优势:①GAF图

像包含了一维时间序列数据中所缺少的空间关系特

征、全局特征等,这些特征能够反映更加细微的电池

老化过程;②特征融合网络可以将 GAF图片特征

和时序特征进行融合,从多维度角度表征电池的健

康状况;③将CNN网络和TCN网络结合,可以解

决TCN网络无法直接从图片中提取特征信息的问

题,更好地挖掘和学习电池的老化特征。

2.1 算法框架

本文提出的基于GAF-CNN-TCN的锂离子电

池SOH预测方法的总体框架如图3所示,主要由

IC曲线提取、基于GAF算法的IC序列转换、特征

融合网络构建3部分组成,具体实现过程如下。

2.1.1 IC曲线提取

首先,利用恒流充电实验获得的电压、时间与电

流曲线计算得到IC曲线;其次,利用SG滤波器对

原始IC曲线进行平滑处理;最后,以IC峰值作为部

分IC曲线的中点,提取不同长度的IC曲线作为

GAF算法的输入。

2.1.2 基于GAF算法的IC序列转换

通过GAF算法将2.1.1节中提取到的不同长

度的IC序列转化为二维图像,其转化过程包含原始

数据的归一化处理、极坐标转换与格拉姆矩阵生成

3部分。
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图3 基于GAF-CNN-TCN的锂离子电池SOH预测方法的总体框架

Fig.3OverallframeworkoftheSOHpredictionmethodforlithium-ionbatteriesbasedonGAF-CNN-TCN

2.1.3 特征融合网络构建

首先,建立2DCNN网络提取图片中的特征,同时

搭建1DCNN网络用以提取一维IC序列的特征;其
次,利用特征融合网络将与电池老化有关的图片特征

与一维时序特征进行融合;最后,将融合后的特征输入

TCN网络中进行训练,实现锂离子电池的SOH预测。
2.2 基于GAF的IC曲线转换

GAF是一种有效的二维表示算法,将其与深度

学习算法结合,可以更好地处理与时间序列相关的问

题[24]。本文利用GAF算法将一维IC曲线转化为二

维图片数据。GAF算法的核心思想是将时间序列中

的每个值转换成极坐标中的角度,进而通过计算角度

之间的余弦值来生成图像。该算法的实现过程如下

ẑk =
(zk-maxZ)+(xk-minZ)

maxZ-minZ
(8)

φk =arccoŝzk,-1≤ẑk ≤1

rk =tk

M
,tk ∈M (9)

G=
cos(φ1+φ1) cos(φ1+φ2) … cos(φ1+φk)

cos(φ2+φ1) cos(φ2+φ2) … cos(φ2+φk)
︙ ︙ ︙

cos(φk+φ1) cos(φk+φ2) … cos(φk+φk)

􀭠

􀭡

􀪁
􀪁
􀪁
􀪁
􀪁

􀭤

􀭥

􀪁
􀪁
􀪁
􀪁
􀪁

(10)
式中:φ1、φk 为所选取IC向量的第1、k个元素的反

余弦函数值;Z = {z1,z2,…,zk}表示时间序列;̂zk

为归一化的时间序列;tk 是时间戳;rk 是极坐标半

径;G表示格拉姆差场矩阵。利用式(9)将归一化的

时间序列从笛卡尔坐标系转化为极坐标系,最后利

用式(10),生成一个保留时间依赖性的类格拉姆矩

阵,进而将其转化为图片。图4为B0005电池在第

1次循环对应长度为100的IC曲线的转化结果。
可以看出,IC曲线对应的GAF图像具有对称性,并
且IC曲线的变化趋势能够通过色块的变化来反映。

(a)原始IC曲线片段

(b)原始IC曲线片段对应的GAF图片

图4 IC曲线转化结果

Fig.4TransformationresultsofICcurves

2.3 时序卷积网络

利用TCN网络可以有效捕获电池老化过程中

的动态变化和特征,从而提高SOH 的预测精度。
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TCN模型的基本结构如图5所示,其由膨胀因果卷

积、Dropout层、ReLU函数等构成。TCN引入残差

块来代替卷积层,以解决在网络结构加深时发生梯度

爆炸、过拟合等问题。膨胀因果卷积是TCN高效处

理时间序列数据的最重要组成部分,其由因果卷积和

膨胀卷积组成,基本结构如图6所示。因果卷积由一

维卷积组成,其输出是通过融合上一层中此时的输入

和更早时刻的输入得到的,是一种严格的时间约束模

型,适用于挖掘时序数据的潜在特征。由于膨胀卷积

可以在更大的感受野内获取信息,克服了传统卷积层

只关注局部邻域的问题,因此能更好地捕捉序列中的

长期依赖关系。膨胀卷积的实现过程如下

F(e)=∑
L

l=1

(f(e+dl)q(l)) (11)

式中:e是序列中的第e个元素;f(e)为输入的时间

序列;F(e)为对应的输出序列;l是过滤器的尺寸;L
为过滤器尺寸的最大值;d是扩张因子;q(l)是长度

为l的过滤器。

图5 TCN模型的基本结构

Fig.5BasicstructureofTCNmodel

图6 膨胀因果卷积的结构

Fig.6Structureofdilatedcausalconvolutions

2.4 特征融合网络

由于TCN只能用来处理一维时序数据,无法

从GAF图片中提取特征。因此,本文提出了一种新

型的特征融合网络结构,通过二维卷积神经网络提取

图片特征,利用一维卷积神经网络提取原始IC序列

特征,之后将两种特征进行融合,输入到TCN网络。

具体实现过程如图7所示。特征提取分为两个部分,
一部分为2DCNN网络分支,其通过2D卷积核提取

图像特征;另一部分为1DCNN网络分支,其使用1D
卷积核提取,各模型的详细参数设置见表1。

图7 特征融合网络

Fig.7Featurefusionnetwork

表1 各模型的详细参数设置

Table1Parametersofeachmodel

模型 参数设置

LSTM
1个LSTM层,神经元个数为32,随机丢弃

率为0.1,学习率为0.001,训练200次。

CNN-LSTM

1个卷积层,卷积核尺寸为3,个数为64,

步长为2;1个最大池化层,池化层尺寸为

2,步长为2;1个LSTM 层,神经元个数

为32;模型随机丢弃率为0.1,学习率为

0.001,训练200次。

TCN

1个TCN层,TCN内含1个残差块,内置

一维CNN,卷积核个数为64,尺寸为3;

模型随机丢弃率为0.1,扩张因子d为1、

2、4、8,学习率为0.001,训练200次。

GAF-CNN-TCN

两种卷积,一维CNN有2个卷积层,结构

为卷积-池化-卷积-池化,卷积核尺寸为

3,个数分别为32和64,步长为2;池化层

为2,步长为2;二维CNN有两个卷积层,

结构为卷积-池化-卷积-池化,卷积核尺寸

为3×3,个 数 分 别 为32和64,步 长 为

2×2;池化层尺寸为2×2,步长为2×2;

TCN内含1个残差块,内置一维 CNN,

卷积核个数为64,尺寸为3;模型随机丢

弃率为0.1,扩张因子d为1、2、4、8,学习

率为0.001,训练200次。
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3 结果分析

3.1 误差评价指标

为了评估本文GAF-CNN-TCN模型对锂离子

电池SOH预测的精度,采用均方根误差(RMSE,设
为RMSE)、平均绝对误差(MAE,设为RMAE)和平均

绝对百分比误差(MAPE,设为RMAPE),来评价本文

建立的SOH预测模型的预测效果。计算方法如下

RMSE = 1
u∑

u

i=1

(pi-si)2 (12)

RMAE = 1u∑
u

i=1
pi-si| (13)

RMAPE =100%u ∑
u

i=1

|pi-si|
si

(14)

式中:u为预测SOH序列和实际SOH序列的长度;

pi为第i次循环预测的SOH;si为第i次循环实际的

SOH。RMSE 衡量了模型预测值与真实值之间的平均

偏差,RMSE 越小表示模型的预测精度越高。RMAE 是预

测值与真实值之间绝对误差的平均值,用于评估模型

的预测准确度,该值越小表示模型的预测准确度越

高。RMAPE 是预测值与真实值之间相对误差的平均百

分比,该值越小,表明预测模型越准确。

3.2 不同长度IC曲线的预测结果分析

选取Cell3和B0006电池来验证 GAF-CNN-
TCN模型在输入不同长度IC曲线时的预测性能。
对于Cell3电池,分别选择长度为256、324、400和

484的IC曲线作为 GAF-CNN-TCN模型的输入;
对于B0006电池,分别选取长度为64、81、100和

144的IC曲线作为 GAF-CNN-TCN模型的输入。
训练集与测试集的比例均为1∶1。

Cell3电池的SOH预测结果如图8(a)所示,可
以看出,输入长度为400的IC曲线时,SOH预测曲

线波动较小且更接近真实值,其预测效果优于长度

为256和324的IC曲线,表明增加IC曲线长度可

以降低预测误差。然而,长度为484的IC曲线预测

效果却更差,这是因为虽然增加IC曲线长度可以提

取更多与电池老化相关的特征,但也会引入一些相

关性较低的混淆特征参数,从而影响SOH 的预测

精度。B0006电池的SOH 预测结果如图8(b)所
示,可以看出,输入长度为100的IC曲线时,模型的

预测效果优于长度为64、81和144的IC曲线。在

后续的研究中,对于牛津大学和NASA电池分别使

用长度为400和100的IC曲线作为 GAF-CNN-
TCN模型的输入。

(a)Cell3

(b)B0006
图8 两种电池的SOH预测结果

Fig.8SOHpredictionresultsfortwotypesofbatteries

Cell3和B0006电池的SOH预测误差见表2。
对于Cell3电池,当输入长度为400的IC曲线时,
利用GAF-CNN-TCN模型进行SOH预测的RMAE、

RMAPE、和RMSE均在0.003以内。对于B0006电池,
当输入长度为100的IC曲线时,利用 GAF-CNN-
TCN模型进行SOH预测的RMAE、RMAPE、和RMSE均

在0.004以内,表明该预测模型具有较好的拟合效

果和预测精度。
表2 不同长度IC曲线的SOH预测误差

Table2SOHpredictionerrorsforICcurveswithdifferent
lengths

电池 IC曲线长度 RMAE RMAPE RMSE

Cell3

256 0.0087 0.0109 0.0092

324 0.0058 0.0073 0.0068

400 0.0024 0.0029 0.0026

484 0.0109 0.0135 0.0121

B0006

64 0.0062 0.0093 0.0092

81 0.0084 0.0125 0.0098

100 0.0024 0.0037 0.0034

144 0.0088 0.0136 0.0111

 注:表中加粗部分为预测误差最小的IC曲线长度。
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3.3 不同预测起点的预测结果分析

为了比较GAF-CNN-TCN模型在不同预测起

点下的SOH预测效果,选取Cell7和Cell8电池数

据对模型进行训练,分别设置4000和6000次循环

作为 模 型 的 预 测 起 点。GAF-CNN-TCN 模 型 对

Cell7电池的预测结果如图9所示,可以看出,当选

择预测起点为6000次循环时,预测曲线波动更小

且更接近真实的SOH曲线。GAF-CNN-TCN模型

对Cell8电池的SOH预测结果如图10所示,可以

看出,预测起点为6000次循环的结果也优于4000
次循环的,这表明增加训练集数据的比例可以有效

提高预测精度。

图9 Cell7电池不同预测起点的SOH预测结果

Fig.9 SOH predictionresultsofCell7batteryat
differentpredictionstartingpoints

图10 Cell8电池不同预测起点的SOH预测结果

Fig.10SOH predictionresultsofCell8batteryat
differentpredictionstartingpoints

对比图9和图10可以发现,GAF-CNN-TCN
模型对Cell7电池的SOH预测效果优于Cell8电

池。这是因为对于Cell7电池来说,通过实验平台

采集的数据更加平稳,所包含的无效特征信息更少。

Cell8电池数据中则含有较多的无效特征,这会给

GAF-CNN-TCN模型的训练带来一定的干扰。

表3所示为GAF-CNN-TCN模型对Cell7和

Cell8电池进行SOH 预测的误差指标,可以发现:
设置预测起点为6000次循环时,预测模型的RMAE、

RMAPE、和RMSE均低于预测起点为4000次循环的;
当预测起点为6000次循环时,Cell7和Cell8两块

电池的平均 RMAE、RMAPE和 RMSE分别为0.0014、

0.00175、0.00165,误差均在0.002以内;当预测起

点为4000次循环时,两块电池的平均RMAE、RMAPE和

RMSE分别为0.0025、0.00315、0.00305,误差均不

超过0.0032。表明预测起点为6000次循环时,

GAF-CNN-TCN模型具有更高的预测精度。综上

所述,本文所建立的GAF-CNN-TCN模型在Cell7
和Cell8电池上均能保持较小的误差,并且在不同

预测起点下均能表现出较高的精度。
表3 不同预测起点的SOH预测误差

Table3SOHpredictionerrorsatdifferentpredictionstarting

points

电池
预测起点

循环数
RMAE RMAPE RMSE

Cell7
4000 0.0018 0.0023 0.0022
6000 0.0014 0.0017 0.0016

Cell8
4000 0.0032 0.0040 0.0039
6000 0.0014 0.0018 0.0017

3.4 不同模型的预测结果对比

为了验证本文方法的有效性,将 GAF-CNN-
TCN模型的预测效果与 TCN模型、LSTM 模型、

CNN-LSTM模型进行对比分析。为了更客观地对

比各模型的性能,模型的输入均为部分IC曲线,训
练集与测试集的比例均为1∶1。图11(a)为不同模

型对Cell1电池的预测结果,可以看出:GAF-CNN-
TCN模型的SOH预测曲线波动最小,更接近于真

实值;TCN、LSTM、CNN-LSTM 模型的SOH预测

效果较差,且随着循环次数的增加,偏离SOH真实

值的程度越来越大;图11(b)所示为不同模型的预

测值与真实SOH 的差值(用符号γerror表示),可以

看出,GAF-CNN-TCN 模 型 的 误 差 波 动 最 小,而

LSTM模型和CNN-LSTM模型的预测误差均大于

TCN模型和GAF-CNN-TCN模型,并且随着循环

次数的增加 而 不 断 增 大。这 是 因 为 GAF-CNN-
TCN模型通过将IC序列数据转化为图像,结合

CNN的特征提取能力和TCN的特征学习能力,能
够更全面地捕捉和利用数据中的特征信息,从而实

现更准确的SOH预测。
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(a)预测结果

(b)预测值与真实值的误差

图11 不同模型对Cell1电池的SOH预测结果

Fig.11SOHpredictionresultsofdifferentmodelsforCell1

battery

4种模型对B0005电池的预测结果如图12(a)
所示,可以看出,B0005电池有明显的容量再生现

象,LSTM模型和CNN-LSTM模型的SOH预测曲

线波动较大且无法准确预测SOH曲线的容量再生

点;TCN 模 型 的 预 测 效 果 优 于 LSTM 和 CNN-
LSTM模型;GAF-CNN-TCN模型的预测效果最好

且能够很好地预测电池的容量再生点。图12(b)为
不同模型的SOH预测误差,可以看出,GAF-CNN-
TCN模型的误差波动很小,而其他3种模型的误差

整体大于 GAF-CNN-TCN模型,并且在容量再生

点下出现很大的偏差。
为了量化分析3种模型的预测结果,分别计算

了3种模型进行SOH预测的RMAE、RMAPE和RMSE,
不同模型的SOH预测误差见表4。可以看出,对于

Cell1电 池,GAF-CNN-TCN 模 型 预 测 的 RMAE、

RMAPE和RMSE分别为0.0031、0.0038、0.0036,均小

于TCN模型、LSTM模型和CNN-LSTM模型。同

时,GAF-CNN-TCN模型对B0005电池同样表现出

较低 的 预 测 误 差,其 RMAE、RMAPE和 RMSE分 别 为

0.0028、0.0040、0.0036。

(a)预测结果

(b)预测值与真实值的误差

图12 不同模型对B0005电池的SOH预测结果

Fig.12SOHpredictionresultsofdifferentmodelsforB0005
battery

表4 不同模型的SOH预测误差

Table4SOHpredictionerrorsofdifferentmodels

电池 预测模型 RMAE RMAPE RMSE

Cell1

LSTM 0.0253 0.0323 0.0271

CNN-LSTM 0.0238 0.0304 0.0256

TCN 0.0185 0.0238 0.0208

GAF-CNN-TCN0.0031 0.0038 0.0036

B0005

LSTM 0.0164 0.0238 0.0179

CNN-LSTM 0.0120 0.0176 0.0149

TCN 0.0074 0.0104 0.0091

GAF-CNN-TCN0.0028 0.0040 0.0036

综合对比4种模型对Cell1和B0005电池的预

测误差可以发现,与LSTM 模型相比,本文建立的

GAF-CNN-TCN混合模型的SOH预测误差RMAE、
RMAPE 和 RMSE 分 别 降 低 了 85.65%、86.12%、

84.0%;与CNN-LSTM模型相比,本文GAF-CNN-
TCN混合模型的 SOH 预测误差 RMAE、RMAPE和

RMSE分 别 降 低 了83.24%、83.75%、82.27%;与
TCN模型相比,本文GAF-CNN-TCN混合模型的

SOH 预 测 误 差 RMAE、RMAPE 和 RMSE 分 别 降 低 了
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76.92%、77.19%、76.01%。对比分析两种单一模

型,可以发现TCN模型的预测误差比LSTM 模型

更小,同时,TCN 模型的预测误差也小于 CNN-
LSTM模型。这是因为TCN模型具有独特的一维

全卷积网络和因果卷积网络,可以有效提取IC曲线

中所包含的特征信息,从而提高了SOH预测精度。
与单TCN模型相比,GAF-CNN-TCN混合模型的

预测精度更高,这是因为通过GAF算法转换后的图

像不仅保留了时间序列数据中的时间顺序信息,并且

能够反映各个序列间的相关性,这可以帮助识别电池

老化过程中的细微变化。在本文建立的混合模型中,
利用CNN模型可以从图像中提取这些与电池健康状

态相关的特征;利用特征融合网络能够将不同维度的

特征进行融合,更加全面地反映电池老化的规律。综

上所述,本文建立的GAF-CNN-TCN混合模型在不

同电池上均表现出更小的预测误差和更好的预测

效果。
为了进一步验证本文建立的混合模型的性能,

对比了 RFR-MLR-SVR-GPR、EEMD-GWO-SVR、

PSO-LSTM 和 Ecorder-TCN 等不 同 先 进 模 型 对

B0005电池的SOH预测结果,不同方法的SOH预

测结果见表5。与文献中其他方法相比,本文的方

法在NASA和牛津电池数据集上都表现出较好的

预测性能,精度高于大多数其他方法。
表5 不同方法的SOH预测结果

Table5SOHpredictionresultsofdifferentmethods

电池编号 模型 训练集比例 RMSE

Cell1

RFR-MLR-SVR-GPR[25] 0.0070

Bi-LSTM[26] 70% 0.0047

IFDA-LSTM[27] 0.0039

GAF-CNN-TCN 50% 0.0036

B0005

EEMD-GWO-SVR[28] 50% 0.0096

TCN[29] 50% 0.0095

GRU-Attention[30] 50% 0.0088

PSO-LSTM[31] 50% 0.0078

ISSA-GPR[32] 50% 0.0067

IQPSO-LSTM 50% 0.0065

IPSO-GPR 50% 0.0063

Ecorder-TCN[29] 50% 0.0060

IGPR[34] 50% 0.0048

GAF-CNN-TCN 50% 0.0036

 注:表中加粗部分为本文提出的 GAF-CNN-TCN 模型的预测

结果。

4 结 论

为了提高锂离子电池SOH 预测精度,本文利

用SG 滤波、GAF算法与深度学习网络,构建了

SOH预测模型,采用 NASA和牛津大学的电池数

据集对建立的模型进行验证,得到主要结论如下。
(1)建立了一种新的 GAF-CNN-TCN 混合模

型,利用 GAF算法将一维IC序列转化为图片数

据,并且搭建一种特征融合网络将不同维度的电池

老化特征进行融合,将融合特征输入混合模型实现

了SOH的精确估计。
(2)对比分析了选择不同长度的IC曲线作为模

型输入、设置不同循环次数作为预测起点对SOH
估计误差的影响。结果表明:对于牛津大学的电池

数据集,输入长度为400的IC曲线误差最小,其

RMSE为0.0026;对于NASA的电池数据集,输入长度

为100的IC曲线误差最小,其RMSE为0.0034。预测

起点为6000次循环时,Cell7和Cell8两块电池的平

均RMAE、RMAPE和 RMSE分 别 为 0.0014、0.00175、

0.00165,预测起点为4000次循环时,平均RMAE、

RMAPE和RMSE分别为0.0025、0.00315、0.00305。
(3)与LSTM 模型、CNN-LSTM 模型和 TCN

模型相比,本文 GAF-CNN-TCN混合模型具有更

好的鲁棒性和更高的预测精度,其预测误差RMSE分

别降低了84.0%,82.27%、76.01%。
尽管本文提出的GAF-CNN-TCN混合模型的

准确性和稳定性能够在 NASA与牛津大学的锂离

子电池数据集上验证,但是这两种数据集均为实验

室测试数据。在今后的研究中,将探索采用实车老

化数据集验证本文 GAF-CNN-TCN 混合模型的

性能。
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